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RESUMEN 

El propósito de este estudio secundario fue construir modelos predictivos para el uso 

de ventilación mecánica invasiva (VMI) usando el índice de ROX (iROX) y variables 

basales en residentes a elevada altitud (1500 a 3500 msnm) utilizando una cohorte de 

pacientes fallecidos por COVID-19. El iROX ha sido descrito como útil para predecir 

múltiples desenlaces negativos en contextos de baja altitud geográfica. No obstante, su 

valor predictivo para VMI, en conjunto con otras variables, no ha sido previamente 

caracterizado en pacientes a elevada altitud. Utilizando información recabada entre 

2020 – 2021, se ejecutó un análisis secundario para construir modelos predictivos 

usando datos de una cohorte retrospectiva. En específico, se incluyó información de 

767 pacientes fallecidos por COVID-19 en tres hospitales del Cusco, Perú. Tres 

métodos; teórico o basado en estudios previos (modelo A), LASSO (modelo B), y 

backward selection (modelo C) fueron utilizados en el modelamiento. En la submuestra 

de entrenamiento (70%), múltiples parámetros son reportados, incluyendo curvas ROC 

y áreas bajo la curva (AUC). En la submuestra de validación (30%) se realizó la 

calibración interna. Los modelos B (AUC=0.71 [IC95%: 0.66 – 0.77]; 11 variables) y 

C (AUC=0.71 [IC95%: 0.65 – 0.76]; 6 variables) fueron seleccionados por tener un 

mejor rendimiento y mejor balance entre sensibilidad y especificidad. Los predictores 

basales comunes en ambos modelos fueron; edad, sexo, dolor muscular, dolor de 

pecho, artralgia e iROX. Por tanto, es factible concluir que ambos modelos tuvieron un 

rendimiento regular para predecir el uso de VMI en residentes a elevada altitud. No 

obstante, ambos modelos mostraron un pobre rendimiento en la calibración interna. En 

conclusión, este estudio brinda una primera aproximación de la evaluación de variables 



 

basales obtenidas a bajo costo como potenciales predictores de uso de VMI. A futuro, 

se recomienda la validación de nuestros modelos. 

 

Palabras clave: COVID-19, índice de ROX, ventilación mecánica invasiva, elevada 

altitud, Perú. 

  



 

ABSTRACT 

The purpose of this secondary study was to build predictive models for the use of 

invasive mechanical ventilation (IMV) using the index of ROX (iROX) and baseline 

variables in high-altitude residents (1500 to 3500 masl) using a cohort of patients who 

died from COVID-19. The iROX has been described as useful for predicting multiple 

negative outcomes in low-altitude geographic settings. However, its predictive value 

for IMV, in conjunction with other variables, has not been previously characterized in 

high-altitude patients. Using data collected between 2020-2021, a secondary analysis 

was performed to build predictive models using data from a retrospective cohort. 

Specifically, information from 767 patients who died from COVID-19 in three 

hospitals in Cusco, Peru was included. Three methods; theoretical or based on previous 

studies (model A), LASSO (model B), and backward selection (model C) were used in 

the modeling. In the training subsample (70%), multiple parameters are reported, 

including ROC curves and areas under the curve (AUC). In the validation sample 

(30%), internal calibration was performed. Models B (AUC=0.71 [95%CI: 0.66-0.77]; 

11 variables) and C (AUC=0.71 [95%CI: 0.65-0.76]; 6 variables) were selected for 

having better performance and better balance between sensitivity and specificity. The 

common baseline predictors in both models were age, sex, muscle pain, chest pain, 

arthralgia, and iROX. Therefore, it is feasible to conclude that both models had a fair 

performance in predicting IMV use in high-altitude residents. However, both models 

showed poor performance in internal calibration. In conclusion, this study provides a 

first approximation of the evaluation of low-cost baseline variables as potential 

predictors of IMV use. In the future, we recommend the validation of our models. 



 

Keywords: COVID-19, ROX index, invasive mechanical ventilation, high altitude, 

Peru. 
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I. INTRODUCCIÓN 

 

La denominada enfermedad por coronavirus 2019 (COVID-19) es ocasionada 

por el coronavirus tipo 2 causante del síndrome respiratorio agudo severo (SARS-

CoV-2) (1). Al 9 de junio del 2024, a nivel global se reportaron 775.58 millones 

de casos acumulados confirmados de COVID-19, y 7.05 millones de muertes 

producto de la enfermedad. En el Perú, a la misma fecha, se han informado 4.52 

millones de casos acumulados confirmados, y 220 831 muertes por COVID-19 (2). 

La información recabada durante el 2020, sugiere que; entre aquellos pacientes con 

síntomas, el 40% desarrolla un COVID-19 leve y otro 40% un COVID-19 

moderado, mientras que el 15% y 5% desarrollan cuadros severos y críticos, 

respectivamente (3).  

 

Para los fines del presente trabajo de investigación se describen las opciones 

de tratamiento oxigenatorio para los casos severos y críticos. Los pacientes con 

COVID-19 severo con frecuencia requieren de oxigenoterapia tales como: 

oxigenoterapia convencional, cánula nasal de alto flujo (CNAF), o ventilación 

mecánica no invasiva (1, 4-6). En caso de no respuesta a dichas intervenciones, los 

pacientes son considerados para la intubación endotraqueal y la ventilación 

mecánica invasiva (VMI) (1, 5, 6).  

 

En ese sentido, las guías de práctica clínica de la National Institutes of Health 

– NIH de los Estados Unidos (1), de la Organización Panamericana de la Salud - 

OPS (6) y del Seguro Social del Perú – EsSalud (5), recomiendan brindar la VMI 
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a los pacientes con COVID-19 en estado crítico, y con síndrome de dificultad 

respiratoria aguda (SDRA).  

 

Por otro lado, a lo largo de los años se han postulado modelos de predicción 

y/o pronóstico con diferentes fines. Entre los más conocidos tenemos; la 

puntuación de riesgo de Framingham para estimar el riesgo cardiovascular a 10 

años (7), el índice de Nottingham para determinar el pronóstico después de la 

cirugía por cáncer de mama (8), APACHE II (Acute Physiology and Chronic 

Health Evaluation, Score II) y SAPS III (Simplified Acute Physiology, Score III) 

para predecir la probabilidad de muerte en pacientes admitidos a una Unidad de 

Cuidados Intensivo (UCI) (9), entre otras. Todos estos modelos predictivos y/o 

pronósticos fueron entrenados y desarrollados utilizando información 

sociodemográfica, clínica y/o laboratorial al basal, es decir, información que 

temporalmente antecede a la ocurrencia del evento que se busca predecir (10). 

Reconociendo su utilidad para la atención y manejo clínico del paciente, el presente 

estudio de tesis pretende emplear métodos predictivos para alcanzar los objetivos 

propuestos. 

 

1. Planteamiento del problema 

La VMI ha mostrado ser una intervención efectiva para el manejo de los 

pacientes con COVID-19 severo o crítico (11-13). Sin embargo, el número de 

ventiladores mecánicos a nivel global no ha sido suficiente para atender la alta 

demanda durante los picos pandémicos de la COVID-19 (14). En el Perú, la 

COVID-19 evidenció el limitado equipamiento y pobre capacidad de respuesta de 
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los establecimientos de salud frente a situaciones de emergencia. Y, a pesar de, que 

en abril del 2020 hubo un incremento en la adquisición de los ventiladores 

mecánicos a nivel nacional (15), esta suma siguió siendo menor a la necesaria para 

cubrir la demanda durante la pandemia. 

 

Ante esta situación sanitaria, surge la necesidad de contar con herramientas o 

algoritmos que permitan predecir el uso de la VMI, con la finalidad de contribuir 

con el uso racional de este escaso equipamiento. En ese sentido, diferentes estudios 

han buscado predecir la VMI en los pacientes con COVID-19; ya sea mediante la 

postulación de un nuevo modelo predictivo (16-18), la evaluación de una sola 

variable (como el índice de ROX [iROX]) (18-22), o la evaluación de herramientas 

ya existentes (23). No obstante, la mayoría de estos estudios no mostraron tener 

modelos de buen rendimiento. 

 

Los estudios que entrenaron un nuevo modelo predictivo o que evaluaron 

herramientas ya existentes, utilizaron características sociodemográficas (edad, 

sexo, residente de asilo), clínicas (alteración del estado mental, enfermedad 

hepática, enfermedad renal, presión arterial, temperatura, entre otras), y/o 

laboratoriales (hematocrito, sodio, glucosa, bilirrubinas, entre otros) para estimar 

la probabilidad de VMI. Las características sociodemográficas o clínicas se 

caracterizaron por su fácil recolección, dado que, se obtienen a través de preguntas 

al paciente/familiar/cuidador, o mediante el uso de dispositivos accesibles y de bajo 

costo como termómetro, tensiómetro, u otros. La información laboratorial no 

siempre es de fácil recolección, representa un incremento del costo en la atención 
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del paciente, y dependiendo de la complejidad del proceso, la decisión clínica 

podría ser postergada por la espera de los resultados. 

 

Bajo el contexto de escasos equipos necesarios para brindar VMI en situación 

de pandemia, el reconocimiento de la utilidad de modelos predictivos para el 

aprovechamiento de los recursos mediante el uso de información del paciente, y la 

necesidad de reducir la probabilidad de eventos adversos; se propone en el presente 

estudio de investigación identificar factores predictivos de uso de VMI.  

 

Asimismo, se busca evaluar la inclusión del iROX entre los factores 

predictores, puesto que, ha sido previamente utilizado de manera individual para 

predecir diferentes desenlaces como; la falla de la cánula nasal de alto flujo 

(CNAF) (24), mortalidad a los 30 días (25, 26), y la necesidad de VMI (19, 22). 

Centrándonos en los estudios realizados sobre el iROX para predecir VMI (19, 22), 

es importante destacar que la población incluida fueron habitantes de diferentes 

ciudades de España, Rio de Janeiro (Brasil) y Mortsel (Bélgica); todos ubicados a 

una altitud menor de los 1 100 metros sobre nivel del mar (msnm). A la luz de la 

evidencia disponible, iROX ha sido escasamente evaluada como predictor en 

individuos que residen en elevadas altitudes (1500 – 3500 msnm) (27). 

 

Ante esta oportunidad de investigación, en este estudio se consideró a la 

población residente en elevada altitud como la población objetivo. A diferencia de 

residentes en baja altitud, aquellos que residen en elevadas altitudes geográficas se 

caracterizan por sus particularidades fisiológicas propias de la variación de la 
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presión de oxígeno acorde a la distancia del nivel del mar. Entre dichas 

particularidades, es importante destacar la variación de los parámetros 

oxigenatorios (28). Por tanto, en individuos con COVID-19, la presión atmosférica 

ambiental podría contribuir en el empeoramiento de la hipoxemia en el individuo 

afectado (29).  

 

Por último, considerando que los parámetros oxigenatorios utilizados para el 

cálculo del iROX podrían brindar información predictiva, y tomando en cuenta la 

escasa exploración formal de este factor como predictor en habitantes a elevada 

altitud, se plantea como objetivo principal la construcción de modelos predictivos 

de uso de VMI incluyendo iROX y otras variables basales recolectadas en 

residentes a elevada altitud.  
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II. OBJETIVO GENERAL 

Construir modelos predictivos con índice de ROX y variables basales para 

el uso de ventilación mecánica invasiva en residentes a elevada altitud (1500 a 

3500 msnm), utilizando una cohorte de pacientes fallecidos por COVID-19. 

 

III. OBJETIVOS SECUNDARIOS 

 

1. Construir y evaluar un modelo predictivo con índice de ROX para 

el uso de ventilación mecánica invasiva en residentes a elevada 

altitud utilizando una cohorte de pacientes fallecidos por COVID-

19; incluyendo variables basales como edad, sexo y otras reportadas 

en modelos predictivos previos. 

2. Construir y evaluar modelos predictivos con índice de ROX y 

variables basales para el uso de ventilación mecánica invasiva en 

residentes a elevada altitud utilizando una cohorte de pacientes 

fallecidos por COVID-19, a través de dos métodos de selección de 

variables. 

3. Evaluar la consistencia de los modelos predictivos construidos 

según el periodo de tiempo de recolección de datos (2020 y 2021) y 

sede hospitalaria. 
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IV. MARCO TEÓRICO 

 

1. Pandemia de COVID-19 

La COVID-19 fue por primera vez informada en Wuhan, China a fines del 

2019, y declarada pandemia el 11 de marzo del 2020 por la Organización 

Mundial de la Salud (OMS) (30). 

 

a. Síntomas y severidad  

El espectro clínico de la COVID-19 es amplio; pudiendo no existir 

manifestaciones clínicas o ser similar al resfriado común, o incluso causar 

un síndrome de dificultad respiratoria aguda potencialmente mortal. Los 

síntomas característicos son fiebre, tos, disnea, y deterioro del sentido del 

gusto/olfato. Los casos de enfermedad grave pueden presentar 

complicaciones como la insuficiencia multiorgánica, shock séptico o 

tromboembolismo venoso. Asimismo, los síntomas pueden ser 

persistentes y continuar durante más de 12 semanas en algunos pacientes 

(31). A continuación, se describen los signos y síntomas de la enfermedad 

según su clasificación clínica, dada por el NIH de los Estados Unidos (1): 

 

- Caso asintomático: Personas con resultado positivo al SARS-CoV-2 

mediante una prueba virológica (como, una prueba de amplificación 

de ácidos nucleicos (PCR) o una prueba de antígeno), que no 

presentan síntomas compatibles con COVID-19 (1). 

- Caso presintomático: Personas con resultado positivo al SARS-
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CoV-2 mediante una prueba virológica, que no presentan síntomas 

compatibles con COVID-19 al momento, pero que desarrollarán 

síntomas en el futuro (1). 

- Caso leve: Personas con resultado positivo al SARS-CoV-2 mediante 

una prueba virológica, y que presentan algún signo y/o síntoma de 

COVID-19 (fiebre, tos, dolor de garganta, malestar general, cefalea, 

dolor muscular, náuseas, vómitos, diarrea, pérdida del gusto y del 

olfato), mas no presentan dificultad para respirar, disnea o radiografía 

de tórax anormal (1). 

- Caso moderado: Personas con evidencia de enfermedad de las vías 

respiratorias inferiores durante la evaluación clínica o en las imágenes 

radiológicas, y que además presentan una saturación de oxígeno 

(SatO2) ≥ 94% a nivel del mar (1). 

- Caso severo: Personas con SatO2 ≤ 93% con aire ambiental a nivel 

del mar, presión arterial de oxígeno/fracción inspirada de oxígeno 

(PaO2/FiO2) ≤300 mmHg, frecuencia respiratoria >30 

respiraciones/minuto, compromiso pulmonar >50% 

predominantemente de tipo consolidación, saturación de 

oxígeno/fracción inspirada de oxígeno (SatO2/FiO2) < 310-460, 

trabajo respiratorio ≥ 2 o SDRA Tipo L (1).  

- Caso crítico: Personas que presentan insuficiencia respiratoria, shock 

séptico, disfunción multiorgánica, sepsis, SDRA moderado o severo, 

SDRA tipo H, en quienes surge la necesidad de VMI, la necesidad de 

terapia vasopresora y/o falla a la Cánula Nasal de Alto Flujo 
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(CNAF)/Presión Positiva Continua en la vía aérea (CPAP) o sistema 

artesanal de ser el caso (1). 

 

b. Uso y manejo de VMI: 

La VMI se brinda como tratamiento de primera elección en aquellos 

pacientes afectados con el SDRA e insuficiencia respiratoria cualquiera 

sea su etiología (32). El objetivo de este tratamiento es lograr la 

oxigenación adecuada previniendo el riesgo de lesión pulmonar inducida 

por VMI (33). Por lo que, se han establecido medidas de protección 

pulmonar basadas en el estudio de The Acute Respiratory Distress 

Syndrome Network 2020, la cual reportó una menor mortalidad al utilizar 

un volumen corriente < 6 ml/kg de peso predicho, manteniendo la presión 

meseta o presión Plateau < 30 cmH2O (34), presión de distensión < 14 

cmH2O, presión positiva al final de la espiración (PEEP) iniciales de 10 

cmH2O y ajustados a reclutamiento (33). Estas medidas preventivas 

también fueron aplicadas para pacientes con SDRA por COVID-19 (35).  

 

2. Modelos para predecir el uso VMI 

A la fecha, se han reportado estudios que han evaluado la utilidad de 

modelos predictivos de VMI. Estos estudios predictivos presentaron distintos 

enfoques; uno se centró en evaluar herramientas pronósticas ya existentes (23), 

y otros en evaluar nuevos modelos desarrollados mediante la inclusión de 

diversos factores predictores (16-18). A continuación, desarrollamos cada uno 

de las enfoques mencionados: 
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En el primer enfoque, el estudio de Alanís-Naranjo et al. 2022 (23), tuvo 

como objetivo evaluar la capacidad predictiva de VMI, en pacientes con 

neumonía por SARS-CoV-2, usando herramientas pronósticas ya existentes. 

Estas herramientas fueron: el puntaje PSI/PORT (Pneumonia Severity Index / 

Pneumonia Patient Outcomes Research Team) empleado para predecir muerte 

por neumonía adquirida en la comunidad (36), y el puntaje SOFA (Sequential 

Organ Failure Assessment) empleado para predecir mortalidad en UCI (37). 

El estudio muestra que un puntaje de PSI/PORT ≥ 71 tuvo un área bajo la curva 

(AUC) de 0.78 (IC95%: 0.71 – 0.85), y que un puntaje de SOFA > 2 al ingreso 

hospitalario tuvo un AUC de 0.71 (IC95%: 0.64 – 0.78) (23). Por lo cual, los 

autores sugirieron que sus modelos no mostraron tener un buen rendimiento 

(23). 

 

El segundo enfoque incluye tres estudios centrados en evaluar nuevos 

modelos desarrollados para predecir VMI mediante la inclusión de diversos 

factores predictores. Estos son, los estudios de Aljouie et al. 2021 (17), He et 

al. 2022 (16), y Suttapanit et al. 2023 (18). En lineas generales, se evidenció 

que los modelos descritos tuvieron un AUC de 0.82 (17), 0.78 (16), y de 0.90 

(18), respectivamente. Con base en lo resultados descritos, es plausible 

considerar que dichos modelos se caracterizaron por su rendimiento regular a 

bueno. 
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3. Índice de ROX  

Se define el iROX como la razón entre la saturación de oxígeno periférico 

(SpO2) y la fracción de oxígeno inspirado (FiO2), entre la frecuencia 

respiratoria (FR). La fórmula usada para el cálculo del iROX es la siguiente; 

(SpO2/FiO2) / FR (38). Cabe resaltar que, los parámetros utilizados para la 

estimación del iROX, son accesibles y no suponen un incremento del costo en 

la atención del paciente. 

 

4. Índice de ROX como herramienta para VMI 

Diversos estudios internacionales, han evaluado la capacidad predictiva 

para VMI con una sola variable, en este caso el iROX (18, 19, 22). El estudio 

de Alberdi-Iglesias et al. 2021 (19) evaluó al iROX al basal e incluyó a 

pacientes con COVID-19 atendidos en el departamento de emergencia, y 

reportó un rendimiento regular  (AUC: 0.72; IC95%: 0.65–0.79). El estudio de 

de Carvalho et al. 2023 (22) evaluó al iROX obtenido en los primeros cuatro 

días de ingreso a la UCI en pacientes con COVID-19, y reportó un rendimiento 

bueno (AUC: 0.86; IC95%: 0.83 – 0.88) con un punto de corte de 4.06. Por 

último, el estudio de Suttapanit et al. 2023 (18) evaluó al iROX para predecir 

VMI a 7 días en pacientes con COVID-19; para ello realizó cuatro mediciones 

tomadas a las 2, 6, 12 y 24 horas (18) desde la hospitalización, obteniendo un 

rendimiento de bueno a excelente; AUC de 0.81, 0.84, 0.86, y 0.93, 

respectivamente. 
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Por otro lado, estudios a nivel nacional han buscado evaluar la capacidad 

predictiva del iROX en pacientes con COVID-19 que residen en elevadas 

altitudes, aunque su intención fue predecir un desenlace diferente a la VMI (20, 

21). El estudio de Mendez et al. 2020 (20) realizado en Huancayo, determinó 

que el iROX ≤ 11.02 se asoció a un mayor riesgo de mortalidad a los 30 días 

(AUC: 0.79; IC95%: 0.73 – 0.85). El estudio de Vizcardo et al. 2021 (21) 

realizado en Cusco, evidenció que el iROX < 10.8 predice intubación 

orotraqueal dentro de las 72 horas de hospitalización (AUC: 0.89; IC95%: 0.86 

– 0.93). A pesar de que los desenlaces a predecir fueron diferentes en ambos 

estudios, es plausible considerar que el iROX puede ser considerado como un 

predictor de VMI dado que los desenlaces previamente descritos guardan 

relación con el planteado en este estudio.  
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V. JUSTIFICACIÓN 

 

Sobre los modelos desarrollados para predecir VMI con la inclusión de factores 

predictores sociodemográficos, clínicos y laboratoriales; podemos decir que los 

estudios reportaron redimientos de regular a bueno (rango de AUC: 0.78 a 0.90) 

(16-18). Solo uno de los estudios (18) incluyó dentro de su modelo al iROX, y este 

mostró un rendimiento bueno (AUC: 0.90). Lo cual, sugiere que estos modelos en 

general tienen una potencial utilidad en la predicción de la VMI. No obstante, todos 

ellos incluyen variables laboratoriales (implicando la extracción de muestra 

peligrosidad de transmisión de enfermedad, procesamiento de muestras no siempre 

factible) o de imágenes (costo de inversión incrementado de requerir tomografía 

computarizada). Por ello, en este estudio se planteó la construcción de modelos 

predictivos empleando variables accesibles y cuya metodología de obtención es de 

bajo costo, que contribuyan con el uso racional de la VMI dada la reducida cantidad 

de este equipamiento en los establemientos de salud.  

 

Asimismo, se hipotetizó la inclusión de iROX dentro de un modelo predictivo 

para VMI, dado que, en estudios previos se ha descrito que este factor de manera 

individual tuvo un rendimiento de regular a excelente (rango de AUC: 0.72 a 0.93) 

(18, 19, 22). Y, aunque el uso de iROX aún no ha sido validado en pacientes con 

COVID-19 (39), dicho índice de forma individual ha mostrado ser de utilidad en 

los estudios en mención. Es así que, en el presente estudio de investigación, se 

buscó estudiar esta variable en diferentes modelos de predicción de VMI.  
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Considerando que, los estudios previos solo se enfocaron en residentes a bajas 

altitudes < 1500 msnm (19, 22) y que la falta de oxígeno a elevadas altitudes genera 

la exacerbación de la hipoxemia en el paciente con COVID-19 (29, 40), en este 

estudio la población objetivo estuvo definida por pacientes con COVID-19 que 

habitaban y que además fallecieron a elevadas altitudes. Por lo que, es plausible 

pensar que los parámetros oxigenatorios requeridos para estimar al iROX podrían 

ser más robustos. Es así que, se presenta la oportunidad de estudiar modelos 

predictivos para VMI usando iROX y otros factores en esta población. Además, la 

inclusión de pacientes fallecidos por COVID-19, permite delimitar a casos 

hospitalizados con desenlace fatal, por lo que, una herramienta predictiva para 

priorizar el uso de VMI hubiera podido marcar una diferencia en la posible 

prevención de un desenlace fatal. 

 

En ese sentido, se plantea en el presente estudio de investigación evaluar en 

residentes a elevada altitud utilizando una cohorte de pacientes fallecidos por 

COVID-19, la construcción de modelos predictivos para VMI usando iROX y otras 

variables accesibles y cuya metodología de obtención es de bajo costo. Los 

resultados de este estudio, de ser considerados relevantes, podrían ser validados en 

futuras investigaciones, y finalmente contribuir con una herramienta que permita 

anticipar y usar de forma racional los ventiladores mecánicos disponibles en los 

establecimientos de salud.  
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VI. METODOLOGÍA  

Para una mejor comprensión de los aspectos metodológicos del presente estudio 

de tesis, de manera resumida se describen los aspectos claves del estudio madre 

titulado “Factors Associated with COVID-19 Death in a High-Altitude Peruvian 

Setting during the First 14 Months of the Pandemic: A Retrospective Multicenter 

Cohort Study in Hospitalized Patients”, el cual fue publicado por Concha-Velasco 

et al. en el 2023 (41). En lo sucesivo, en cada subsección se presenta el estudio 

madre y luego se procede a detallar aspectos metodológicos del estudio de tesis. 

 

1. Diseño del estudio 

 

Estudio madre: El estudio de Concha-Velasco et al. (41) fue una cohorte 

multicéntrica retrospectiva realizada en tres hospitales de referencia ubicados 

en la capital de la región del Cusco – Perú. Este estudio retrospectivamente 

identificó únicamente pacientes fallecidos en el Sistema Nacional de 

Información del Registro de Defunciones (SINADEF). En específico, se 

identificó la población de estudio mediante una búsqueda basada en términos 

“U07.1/U07.2” descritos en la 10ma revisión de la Clasificación Internacional 

de Enfermedades (CIE-10), y por otros como; “COVID”, “SARS” y/o 

“neumonía”. La población incluida estuvo conformada por fallecidos por 

COVID-19, de 18 años a más, y habitantes en la región Cusco.  

 

Estudio de tesis: El presente trabajo de investigación es un análisis 

secundario de datos. Asimismo, se constituye como un cohorte retrospectiva, 

puesto que se analizó la información basal originalmente recolectada por el 
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estudio madre (41) para predecir uso de VMI en un tiempo posterior al basal. 

Por último, es importante resaltar el enfoque predictivo, dado que, en este 

estudio se propuso calcular la probabilidad de uso de VMI mediante un 

conjunto de variables predictoras basales.  

 

2. Población de estudio 

 

Estudio madre:  Para la identificación de la población de estudio se utilizó 

la plataforma del SINADEF, la cual registra de manera sistemática y rutinaria 

las defunciones dentro de las 24 horas. En esta plataforma se realizó la 

búsqueda de los registros médicos utilizando términos como “COVID”, 

“SARS”, “neumonía”, o listando U07.1 y/o U07.2 (CIE-10). El periodo de 

búsqueda en la plataforma fue del 1 marzo 2020 al 30 junio 2021. No obstante, 

los pacientes fallecidos por COVID-19 fueron hospitalizados entre el 5 mayo 

2020 al 24 junio 2021. La población estuvo delimitada por los siguientes 

criterios de elegibilidad:  

 

Criterios de inclusión: 

- Pacientes de 18 años a más que residen en alguna provincia de la región del 

Cusco; 

- Pacientes hospitalizados en algún establecimiento de salud ubicado en la 

región del Cusco: Hospital Regional del Cusco (HRDC), Hospital Antonio 

Lorena (HAL) [nivel III], o Hospital Nacional Adolfo Guevara Velasco – 

EsSalud (HNAGV) [nivel IV]; 
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- Pacientes que a la hospitalización hayan sido clasificados como casos de 

COVID-19 moderado, severo o crítico; 

- Pacientes con COVID-19 confirmado por al menos un criterio laboratorial 

y/o un criterio imagenológico:  

 Al menos un criterio laboratorial dentro de los 21 días antes o después de 

la admisión en el hospital:  

a) Un resultado positivo de RT-PCR (reacción en cadena de la 

polimerasa con transcripción inversa) o antígeno COVID-19 

utilizando un hisopo nasofaríngeo; o  

b) Detección de IgM, IgM/IgG o IgG mediante prueba rápida 

serológica de COVID-19 utilizando sangre o suero/plasma.  

 y/o, confirmación por al menos un criterio imagenológico:  

a) Una puntuación de al menos 4 en la última tomografía 

computarizada (TC) de los pulmones según la clasificación del 

sistema de información y datos de COVID-19 [CO-RADS]; o  

b) Infiltrado pulmonar compatible con la “apariencia típica” de 

neumonía por COVID-19 en la última tomografía computarizada.  

 

Criterios de exclusión: 

- Pacientes registrados en SINADEF que hayan llegado fallecidos al hospital, 

de modo que, no fueron hospitalizados; 

- Pacientes con información incompleta para las variables principales 

definidas por los investigadores del estudio madre. 
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Estudio de tesis: La población en este trabajo de investigación estuvo 

definida por la población incluida en el estudio madre. Adicionalmente, se 

consideraron los siguientes criterios de elegibilidad:  

 

Criterios de inclusión: 

- Pacientes con información completa que permita el cálculo del iROX; y  

- Pacientes en cuya historia clínica se tenga el registro del uso de ventilación 

mecánica invasiva. 

 

Criterios de exclusión: 

- No aplica. 

 

3. Muestreo y potencia estadística  

 

Estudio madre: La búsqueda realizada en la plataforma del SINADEF 

derivó en la población de estudio, la cual estuvo conformada por 2 674 

registros. Luego, a partir de ello, se extrajo una muestra de manera aleatoria de 

1 225 (45.8%) registros. Finalmente, solo 977 de ellos cumplieron con los 

criterios de elegibilidad previamente especificados. 

 

Estudio de tesis: Al ser este un trabajo de investigación enfocado en la 

construcción de modelos de predicción, se optó por calcular el tamaño de 

muestra considerando los parámetros propuestos por Riley et al. 2019 (42). En 



 

 19 

específico, estos criterios permiten reducir la posibilidad de sobreajuste y 

generar estimaciones precisas.  

 

En ese sentido, se estimó el tamaño de muestra mínimo considerando 16 

parámetros potenciales para su inclusión en el modelo, una prevalencia del 

desenlace de 12.2% obtenida de un estudio previo (17), un valor esperado del 

R2 Cox-Snell de 0.2498 calculado a partir del estadístico-C informado de 0.901 

(18), y un nivel deseado de shrinkage (una medida de sobreajuste) de 0.9. 

Después de utilizar el comando pmsampsize en el programa estadístico Stata 

versión 17.0 se obtuvieron estimaciones para el tamaño de muestra de 493, 523, 

y 165. El enfoque propuesto por Riley (42) se sugiere optar por el tamaño de 

muestra más grande, que en este caso fue de 523 para alcanzar una potencia 

del 80.0%. Se consideró realizar el calculo de tamaño de muestra en lugar de 

potencia estadística, debido a que, en este último no se puede incluir la 

valoración de parámetros importantes, como la medida de sobreajuste. 

 

 Luego de aplicar los criterios de elegibilidad planteados en este estudio, un 

total de 767 casos fueron identificados. De estos, el 70% conformó la 

submuestra para el entrenamiento del modelo (n=537) y el 30% restante 

conformó la submuestra para la validación del modelo (n=230). Por tanto, de 

acuerdo al cálculo de tamaño de muestra realizado (n=523), se concluye que se 

tiene una potencia estadística aceptable para construir un modelo de predicción 

con la submuestra de entrenamiento (n=537).   

 



 

 20 

4. Operacionalización de variables 

 

Variable dependiente:  

Definida como el uso de VMI en aquellos pacientes diagnosticados de 

COVID-19 de acuerdo a lo establecido en el estudio madre (41). Los pacientes 

fueron clasificados en dos grupos: quienes sí usaron VMI, y quienes no usaron 

VMI. En los análisis esta variable fue tratada como categórica dicotómica 

nominal (Sí vs. No). 

 

Variable predictora de interés:  

Definida como el iROX, el cual fue calculado de acuerdo a una fórmula 

previamente descrita (38); (SpO2/FiO2) / FR. Los componentes de esta fórmula 

se obtuvieron como una medida basal a la admisión del paciente hospitalizado 

por COVID-19. En los análisis, esta variable fue tratada como cuantitativa 

continua. 

 

Otras variables analizadas como predictores:  

A continuación, se describen las otras variables evaluadas como posibles 

predictores. Cabe mencionar, que cada una de las variables fue obtenida de los 

registros médicos de los pacientes enrolados en el estudio madre (41). 
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Variables 

Definición 

Valores posibles 

Criterios de 

medición Conceptual Operacional 

Edad 

Tiempo que ha vivido 

una persona desde su 

nacimiento. 

Años 

cumplidos. 

1: < 60 años 

2: ≥ 60 años 

Categórica / 

dicotómica, 

nominal 

18 a más años 

Cuantitativa / 

Continua 

Sexo 

Características 

biológicas y fisiológicas 

que definen a hombres y 

mujeres. 

Identificación 

del sexo 

tomada por el 

médico 

tratante. 

1: Masculino 

2: Femenino 

Categórica / 

dicotómica, 

nominal 

Severidad 

de la 

enfermedad 

de COVID-

19 

Conjunto de 

manifestaciones clínicas 

que permiten agrupar a 

los pacientes, en 

diferentes categorías de 

gravedad de la 

enfermedad por 

COVID-19, según los 

criterios establecidos 

por la OMS (1) a la 

hospitalización. 

Se clasificó a 

los pacientes 

en las 

diferentes 

categorías de 

gravedad de la 

enfermedad, 

según los 

criterios 

establecidos 

por la OMS. 

1: Moderada / 

severa 

2: Crítica 

Categórica / 

dicotómica, 

ordinal 

Sede 

hospitalaria 

Establecimiento de 

salud en donde se 

hospitalizó al paciente 

diagnosticado con 

COVID-19, y se le 

Sede 

hospitalaria 

donde 

estuvieron 

internados los 

1: HRDC  

2: HNAGV 

 3: HAL 

Categórica / 

politómica, 

nominal 
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brindó atención médica 

hasta su deceso. 

pacientes 

fallecidos por 

COVID-19.  

Comorbilid

ad 

Término utilizado para 

indicar que dos o más 

trastornos o 

enfermedades coexisten 

en una misma persona. 

En este caso una 

enfermedad además de 

la COVID-19. 

Enfermedad 

cardiovascular 

(incluye 

hipertensión) 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Diabetes 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Enfermedad 

pulmonar 

crónica 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Enfermedad 

neurológica y 

neuromuscular 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 
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crónica 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

Enfermedad 

hepática 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Cáncer o 

inmunodeficie

ncia (incluye 

VIH/SIDA) 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Número de 

comorbilida

des 

Conteo absoluto que 

indica el número de 

trastornos o 

enfermedades que 

coexisten en una misma 

persona, no incluyendo 

la COVID-19. 

Sumatorio de 

la cantidad de 

comorbilidades 

reportadas. 

1: 0 

2: 1  

3: ≥ 2  

Categórica / 

politómica, 

ordinal 
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Síntomas y 

signos 

Los síntomas son 

manifestaciones 

subjetivas que son 

percibidas por el 

paciente. Los signos son 

manifestaciones 

objetivas que el médico 

puede observar en la 

evaluación.  

Dificultad 

respiratoria 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Malestar 

general 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Tos establecida 

por criterio 

clínico y 

registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Fiebre 

(temperatura 

axilar ≥ 37.3 

°C) o 

escalofríos 

establecido por 

criterio clínico 

y registrada por 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 
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el médico 

tratante. 

Dolor de 

cabeza 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Dolor de pecho 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Dolor de 

garganta 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Dolor(es) 

musculares 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 
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Irritabilidad o 

confusión 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Congestión 

nasal 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Artralgia 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Náuseas o 

vómitos 

establecido por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 
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Diarrea 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Dolor 

abdominal 

establecida por 

criterio clínico 

y registrada por 

el médico 

tratante. 

0: No 

1: Sí 

Categórica / 

dicotómica, 

nominal 

Frecuencia 

cardiaca 

Se define como el 

número de 

contracciones del 

corazón o de 

pulsaciones por unidad 

de tiempo. 

Frecuencia 

cardiaca 

registrada al 

ingreso de la 

hospitalización

. 

Número de  

latidos / minuto 

Cuantitativa / 

Discreta 

 

 

5. Procedimientos y técnicas:  

 

Enrolamiento:  

Estudio madre: Para el enrolamiento se buscó que los pacientes cumplieran 

con los criterios diagnóstico de COVID-19. Con ese fin, se consideraron los 

procedimientos del documento técnico del MINSA (Ministerio de Salud del 

Perú) (43). De cumplir con al menos uno de los criterios laboratoriales o de 
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imagen (44), se consideró al paciente apto para el enrolamiento del estudio. 

Finalmente, el estudio madre incluyó dentro de su población a 977 pacientes 

fallecidos por COVID-19. 

 

Estudio de tesis: No se realizó enrolamiento debido a que se utilizaron y 

analizaron los datos recolectados por el estudio madre (41).  

 

Recolección de datos y cuestionarios: 

Estudio madre: Se recolectaron los datos en un documento de Microsoft 

Excel por dos personales de salud debidamente entrenados. Una vez 

identificados los pacientes fallecidos por COVID-19 en la plataforma de 

SINADEF, el personal de salud acudió a las sedes hospitalarias seleccionadas 

para revisar los registros clínicos de los pacientes y completar la base de datos. 

Por último, el investigador principal del estudio, fue el encargado de verificar 

la coherencia de la información de los registros y supervisar de manera interna 

el proceso de recolección de datos. El estudio madre no utilizó cuestionarios, 

ni recolectó ni analizó muestras biológicas. 

 

Estudio de tesis: No aplica, debido a que se analizarán los datos obtenidos 

del estudio madre (41). Por lo cual, no fue necesaria la recolección de nuevos 

datos ni el uso de cuestionarios. El estudio de tesis no recolectó ni analizó 

muestras biológicas. 
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Supervisión y monitoreo de actividades: 

Estudio madre: La supervisión y monitoreo de las actividades de 

recolección de datos estuvo a cargo de la dirección de la Gerencia Regional de 

Salud (GERESA) del Cusco. Las principales actividades realizadas fueron:  

- Revisar las tablas de extracción de datos de los pacientes enrolados 

con la finalidad de detectar algún error u omisión de la información, 

para posteriormente recuperar la información de los registros 

médicos.  

- Realizar los trámites documentarios para poder acceder a los 

registros médicos de los pacientes detectados en el SINADEF, y su 

posterior entrega a los almacenes de cada sede hospitalaria del Cusco 

después de la recolección de datos. 

 

Estudio de tesis: No aplicó, debido a que se utilizaron los datos obtenidos 

en el estudio madre (41). No obstante, es necesario mencionar que este trabajo 

de investigación fue supervisado y monitoreado por la investigadora principal 

e investigadores de la GERESA del Cusco.  

 

6. Consideraciones éticas 

Estudio madre: El estudio madre obtuvo aprobación de la investigación 

por parte de la Junta de Revisión Institucional de la Universidad Continental 

(019-2022-VI-UC) y de la GERESA del Cusco. Adicionalmente, se presentó 

el proyecto de investigación a los tres hospitales de referencia, de los cuales 

también se obtuvo aprobación. 
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Estudio de tesis: El presente estudio es un análisis secundario de datos, por 

lo que, no se tuvo contacto alguno con humanos. En tal sentido, los posibles 

riesgos para los sujetos del análisis fueron mínimos, y estuvieron relacionados 

principalmente a una brecha en la confidencialidad. Los investigadores de este 

estudio tuvieron acceso a una base de datos anonimizada y proporcionada por 

personal de la GERESA del Cusco (Anexo1). La información fue únicamente 

utilizada por los investigadores y no se tuvo acceso a identificadores.  

 

Este estudio de análisis secundario fue registrado en el Sistema 

Descentralizado de Información y Seguimiento a la Investigación (SIDISI) - 

Dirección Universitaria de Investigación, Ciencia y Tecnología (DUICT), y fue 

aprobado por el Comité de Ética en Investigación – Humanos de la Universidad 

Peruana Cayetano Heredia (SIDISI 210521).  

 

7. Análisis estadístico 

 

Aspectos generales: 

 Todos los análisis estadísticos fueron realizados con el programa estadístico 

Stata versión 17.0 para MS Windows (Stata Corp. LP, College Station, TX, 

USA). La significancia estadística fue definida como p<0.05. Se procedió a 

evaluar los registros que cumplían con los criterios de elegibilidad en la base 

de datos proporcionada por el estudio madre (Anexo 2). Asimismo, se 

generaron variables de trabajo utilizadas en este estudio de tesis: edad <60 años 
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vs ≥60 años; severidad de la enfermedad moderada/severa vs crítica; número 

de comorbilidades 0 vs 1 vs ≥ 2.   

 

Generación de submuestras:  

Se crearon dos submuestras de manera aleatoria utilizando el comando 

splitsample indicando la proporción para cada una de ellas, la primera fue con 

la finalidad de entrenar el modelo, y la segunda para la validación del mismo. 

En específico, el modelo predictivo fue entrenado con el 70% de los datos, y la 

validación fue ejecutada con el 30% restante.  

 

Análisis descriptivo y bivariado: 

 Las variables continuas fueron resumidas usando la media (desviación 

estándar, DE) o mediana (rango intercuartílico, IQR) según sea su distribución; 

y las variables categóricas usando frecuencias absolutas y porcentajes. 

 

 Adicionalmente se exploró la relación de cada predictor y la posibilidad de 

ocurrencia del desenlace mediante modelos logísticos. Se reportaron los odds 

ratio (OR) e intervalos de confianza al 95% (IC95%) (Anexo 3).  

 

Métodos de selección de variables en la submuestra de entrenamiento: 

Se utilizaron tres métodos de selección los cuales se describen a 

continuación: 

a) Método teórico: modelo basado en los estudios de predicción de 

VMI/ECMO (16), VMI (17), y VMI a los 7 días (18); así como en un 
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estudio que exploró la asociación entre VMI y variables demográficas, 

resultados laboratoriales, medicamentos, comorbilidades, signos vitales 

y métricas continuas de la gravedad de COVID-19 (45). Se consideraron 

dentro del modelo teórico aquellas variables predictoras disponibles en 

la base de datos del estudio madre. En específico, estas variables fueron: 

edad, sexo, fiebre, iROX, diabetes y enfermedad neurológica crónica y 

neuromuscular. 

b) Método de LASSO (Least Absolute Shrinkage and Selection Operator, 

por sus siglas en inglés): se realizó en dos pasos: i. Se utilizó la regresión 

LASSO para seleccionar de manera preliminar las variables predictoras; 

y ii. Se utilizaron las variables predictoras seleccionadas en el paso 

previo en una regresión logística con múltiples predictores. Se optó por 

utilizar el método LASSO sobre ridge regression, dada la ventaja que 

representa la exclusión de las variables menos influyentes (46). 

c) Método de backward selection: este modelo fue especificado para incluir 

a las variables predictoras con un nivel de significancia menor a 0.10.  

 

Se evaluaron las curvas de características operativas del receptor (ROC, por 

sus siglas en inglés) y el área bajo la curva (AUC, por sus siglas en inglés), así 

como sus respectivos IC95%, según modelo construido. Asimismo, se 

evaluaron múltiples medidas incluyendo; sensibilidad, especificidad, valor 

predictivo positivo, valor predictivo negativo, likelihood positivo, y likelihood 

negativo. Se utilizó la siguiente regla para valorar el AUC: 0.9 a 1.0 
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(excelente), 0.8 a 0.9 (buena), 0.7 a 0.8 (regular), 0.6 a 0.7 (pobre) y 0.5 a 0.6 

(fallido) (47).  

 

Análisis específicos – submuestra de validación: 

- Validación interna: Los modelos de predicción con mejor rendimiento 

(47), y un mejor balance de sensibilidad–especificidad fueron 

seleccionados. Luego, los modelos fueron sometidos a la validación 

interna mediante bootstrapping. Este procedimiento tiene por finalidad 

brindar una indicación de la incertidumbre, permitiendo así ajustar el 

modelo de predicción usando el factor de bootstrap shrinkage (48). 

Adicionalmente, se reportaron las estimaciones de desempeño general, 

incluyendo; ajuste del modelo – Brierscaled (cercanía de la predicción al 

resultado real, en relación con la cantidad de variabilidad que se explica); 

discriminación – C-statistic (si es que el modelo de predicción distingue 

entre quienes tienen y no el desenlace); y calibración – E:O ratio (si 

coinciden las predicciones y las observaciones) usando el comando 

bsvalidation (48). 

 

Análisis de sensibilidad: Este subanálisis fue realizado para evaluar la 

robustez del modelo bajo el supuesto de que el poder predictivo de los modelos 

puede estar afectado por el tiempo calendario en el cuál la información fue 

recolectada; 2020 y 2021. Asimismo, se realizó un subanálisis adicional por 

sede hospitalaria, dado que, las características propias del establecimiento de 

salud podrían afectar el rendimiento del modelo predictivo.  
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VII. RESULTADOS  

 

Se incluyeron 767 registros de pacientes fallecidos por COVID-19 de la región 

de Cusco, de los cuales, 537 (70.0%) formaron parte de la submuestra de 

entrenamiento, y 230 (30.0%) fueron parte de la submuestra de validación. 

 

De forma global, la mediana de edad fue de 67 años, el 70.1% tuvo 60 años a 

más, y el 69.5% fueron varones. El 37.2% al basal presentó COVID-19 crítica. La 

enfermedad cardiovascular – HTA (30.0%), y diabetes (20.2%) fueron las 

comorbilidades más frecuentemente reportadas; y solo el 11.7% de los pacientes 

tuvo dos o más comorbilidades. Los síntomas mayormente informados fueron: tos 

(74.4%), dificultad respiratoria (87.7%), y malestar general (72.4%). Por otro lado, 

al 24.1% de los pacientes se les brindó la VMI, y la mediana del iROX fue de 9.3 

(Tabla 1). Con el propósito de evidenciar la comparabilidad de las submuestras, 

en la tabla 1 se resumen frecuencias y medianas para las variables incluidas en el 

estudio.   
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Tabla 1. Características, comorbilidades, síntomas y signos en los registros de los 

pacientes fallecidos por COVID-19. 

Variables 

Muestra general 

(N= 767) 

Submuestra de 

entrenamiento  

(N= 537) 

Submuestra de 

validación  

(N= 230) 

N (%) N (%) N (%) 

Edad (años)* 67 (58 – 75) 66 (58 – 75) 67 (57 – 74) 

Edad (años) 
   

 
< 60 229 (29.9) 158 (29.4) 71 (30.9) 

 
≥ 60 538 (70.1) 379 (70.6) 159 (69.1) 

Sexo 
   

 
Mujer 234 (30.5) 160 (29.8) 74 (32.2) 

 
Varón 533 (69.5) 377 (70.2) 156 (67.8) 

Severidad de la enfermedad 
   

 
Moderada / severa 482 (62.8) 337 (62.8) 145 (63.0) 

 
Crítica 285 (37.2) 200 (37.2) 85 (37.0) 

Sede hospitalaria 
   

 
HRDC 200 (26.1) 138 (25.7) 62 (27.0) 

 
HNAGV 462 (60.2) 327 (60.9) 135 (58.7) 

 
HAL 105 (13.7) 72 (13.4) 33 (14.4) 

Comorbilidades 
   

 

Enfermedad cardiovascular, 

HTA** 
230 (30.0) 160 (29.8) 70 (30.4) 

 
Diabetes** 155 (20.2) 111 (20.7) 44 (19.1) 

 
Enfermedad hepática** 17 (2.2) 11 (2.0) 6 (2.6) 

 

Enfermedad neurológica 

crónica y neuromuscular** 
24 (3.1) 20 (3.7) 4 (1.7) 

 
Inmunodeficiencia, VIH** 3 (0.4) 2 (0.4) 1 (0.4) 

 

Enfermedad pulmonar 

obstructiva crónica** 
40 (5.2) 29 (5.4) 11 (4.8) 

 
Cáncer** 17 (2.2) 14 (2.6) 3 (1.3) 

Número de comorbilidades* 
   

 
0 399 (52.0) 281 (52.3) 118 (51.3) 

 
1 274 (35.7) 189 (35.2) 85 (37.0) 

 
≥ 2  90 (11.7) 66 (12.3) 24 (10.4) 

Síntomas 
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Fiebre o escalofríos** 404 (52.7) 280 (52.1) 124 (53.9) 

 
Tos** 571 (74.4) 394 (73.4) 177 (76.9) 

 
Dolor de garganta** 252 (32.9) 177 (33.0) 75 (32.6) 

 
Congestión nasal** 110 (14.3) 75 (14.0) 35 (15.2) 

 
Dificultad respiratoria** 673 (87.7) 464 (86.4) 209 (90.9) 

 
Malestar general** 555 (72.4) 391 (72.8) 164 (71.3) 

 
Diarrea** 85 (11.1) 61 (11.4) 24 (10.4) 

 
Nausea o vómitos** 75 (9.8) 51 (9.5) 24 (10.4) 

 
Cefalea** 316 (41.2) 223 (41.5) 93 (40.4) 

 
Irritabilidad o confusión** 109 (14.2) 76 (14.2) 33 (14.4) 

 
Dolor muscular** 148 (19.3) 104 (19.4) 44 (19.1) 

 
Dolor abdominal** 48 (6.3) 37 (6.9) 11 (4.8) 

 
Dolor de pecho** 306 (39.9) 220 (41.0) 86 (37.4) 

 
Artralgia** 73 (9.5) 49 (9.1) 24 (10.4) 

Frecuencia cardiaca 

(latidos/minuto)* 
94.1 (81.5 - 106.0) 94.5 (82 - 106) 93 (81 - 107) 

VMI 
   

 
No 582 (75.9) 409 (76.2) 173 (75.2) 

 
Si 185 (24.1) 128 (23.8) 57 (24.8) 

iROX* 9.3 (3.8 - 13.6) 9.32 (3.75 - 13.55) 9.30 (3.85 - 13.44) 

* Mediana y rango intercuartílico. 

** Valores no suman 767 debido a los datos perdidos (<10%). 

HRDC: Hospital regional del Cusco; HNAGV: Hospital Nacional Adolfo Guevara Velasco; 

HAL: Hospital Antonio Lorena; HTA: Hipertensión arterial; VIH: Virus de la inmunodeficiencia 

humana; VMI: Ventilación mecánica invasiva; iROX: Índice de oxigenación de la frecuencia 

respiratoria. 
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De acuerdo a lo establecido, tres modelos fueron entrenados: el modelo A (método 

teórico) incluyó 6 variables, el modelo B (método de LASSO) incluyó 11 variables, y 

el modelo C (método de backward selection) incluyó 6 variables. (Tabla 2). 
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Tabla 2. Entrenamiento de modelos predictivos para el uso de VMI con múltiples predictores basales (N= 537). 

Variables 
Análisis bivariado 

Construcción de modelos 

Modelo A Modelo B Modelo C 

OR (IC 95%) OR (IC 95%) OR (IC 95%) OR* (IC 95%) 

Edad (años)     

 
< 60 Ref. Ref. Ref. Ref. 

 
>= 60 0.39 (0.26 - 0.59) 0.44 (0.28 - 0.67) 0.44 (0.28 – 0.68) 0.41 (0.26 – 0.63) 

Sexo     

 
Mujer Ref. Ref. Ref. Ref. 

 
Varón 2.30 (1.40 – 3.77) 2.33 (1.40 - 3.88) 2.54 (1.49 – 4.32) 2.38 (1.42 – 3.99) 

Comorbilidades (Ref. No)     

 
Diabetes 1.25 (0.78 – 2.02) 1.28 (0.77 – 2.10) 1.25 (0.75 – 2.10) - 

 
Enfermedad neurológica crónica y neuromuscular 0.35 (0.08 – 1.52) 0.50 (0.11 – 2.23) 0.47 (0.10 – 2.27) - 

Síntomas (Ref. No)     

 
Fiebre o escalofríos 1.69 (1.12 – 2.54) 1.62 (1.06 – 2.49) 1.39 (0.88 – 2.17) - 

 
Dolor de garganta 1.25 (0.82 - 1.89) - 1.12 (0.70 – 1.77) - 

 
Malestar general 0.98 (0.62 - 1.55) - - - 

 
Nausea o vómitos 0.40 (0.16 - 0.95) - - - 

 
Cefalea 1.42 (0.95 – 2.14) - 1.19 (0.76 – 1.87) - 

 
Dolor muscular 2.20 (1.38 - 3.49) - 1.48 (0.84 – 2.61) 1.66 (0.97 – 2.85) 

 
Dolor abdominal 0.73 (0.31 – 1.71) - -  

 
Dolor de pecho 1.70 (1.14 - 2.55) - 1.43 (0.92 – 2.21) 1.53 (0.99 – 2.34) 

 
Artralgia 2.94 (1.61 - 5.37) - 2.00 (0.96 – 4.16) 2.10 (1.04 – 4.22) 
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iROX 0.98 (0.94 – 1.01) 0.98 (0.95 – 1.03) 0.99 (0.95 - 1.03) 0.99 (0.95 – 1.03) 

Modelo A: Variables predictoras de VMI/ECMO (16), VMI a los 7 días (18), VMI (17) y de variables correlacionadas (45) previamente reportadas; 

Modelo B: Variables seleccionadas mediante el método de LASSO; Modelo C: Variables seleccionadas mediante el método de backward selection. 

* Se forzó el ingreso de la variable iROX. 



 

 40 

Al evaluar el rendimiento de los modelos construidos se identificó que; los 

modelos B y C tuvieron una discriminación regular con un AUC de 0.71 (IC95%: 0.66 

– 0.77) y 0.71 (IC95%: 0.65 – 0.76), respectivamente. Por otra parte, el modelo A tuvo 

un rendimiento pobre con un AUC de 0.68 (IC95% 0.62 – 0.73), ver Anexo 4. Cuando 

se evaluó la sensibilidad (S) y la especificidad (E) de los modelos construidos, se 

identificó que para una probabilidad de VMI de 0.20 se obtenían estimaciones 

similares. Estas estimaciones fueron relativamente mejores en el modelo B (S: 77.05%, 

IC95%: 69.59 – 84.51; E: 56.44%, IC95%: 51.60 – 61 .27), seguidas por el modelo C 

(S: 76.38%, IC95%: 68.99 – 83.76; E: 55.91%, IC95%: 51.08 – 60.74), y modelo A (S: 

70.64%, IC95%: 62.68 – 78.59; E: 52.83%, IC95%: 47.98 - 57.68); ver Tabla 3. 
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Tabla 3. Rendimiento diagnóstico de los modelos predictivos para el uso de VMI con 

iROX y múltiples variables basales (N= 537). 

Rendimiento diagnóstico* 

Modelo A Modelo B Modelo C 

Estimado  

(IC 95%) 

Estimado  

(IC 95%) 

Estimado  

(IC 95%) 

Sensibilidad 
70.64%  

(62.68 – 78.59) 

77.05% 

 (69.59 – 84.51) 

76.38%  

(68.99 – 83.76) 

Especificidad 
52.83%  

(47.98 – 57.68) 

56.44%  

(51.60 – 61.27) 

55.91%  

(51.08 – 60.74) 

AUC 
0.68  

(0.62 – 0.73) 

0.71  

(0.66 – 0.77) 

0.71  

(0.65 – 0.76) 

Valor predictivo positivo 
31.67%  

(26.23 – 37.11) 

34.82%  

(29.13 – 40.50) 

35.14%  

(29.51 – 40.78) 

Valor predictivo negativo 
85.32%  

(80.95 – 89.69) 

89.06%  

(85.24 – 92.89) 

88.33%  

(84.40 – 92.25) 

Likelihood positivo 1.50 1.77 1.73 

Likelihood negativo 0.56 0.41 0.42 

* Punto de corte de probabilidad de uso de VMI: 0.20. 

AUC: Área bajo la curva. 

 

Los modelos B y C fueron seleccionados para validación y su posterior calibración 

interna dado que mostraron un rendimiento regular y un mejor balance de S-E. No 

obstante, los modelos B y C después de la calibración interna mostraron un rendimiento 

pobre (AUC ajustado por optimismo: 0.68 vs 0.68), respectivamente, ver Tabla 4 y 

Anexo 5a – 5b. 
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*AUC ajustado por optimismo. 

 

Análisis de sensibilidad según el tiempo calendario 

De forma exploratoria, se evaluó el rendimiento de los modelos construidos 

considerando el tiempo calendario de admisión de los pacientes durante el 2020 y 2021. 

El modelo A tuvo un rendimiento pobre en ambos periodos 2020 y 2021 (AUC: 0.68 y 

0.69, respectivamente). Por otro lado, el rendimiento de los modelos B y C fueron 

regulares para el periodo 2020 (AUC: 0.75 y 0.75, respectivamente) y 2021 (AUC: 

0.74 y 0.72, respectivamente), ver Tabla 5 y Anexo 6a – 6b. 

 

  

Tabla 4. Validación y calibración de los modelos B y C para el uso de VMI con iROX 

y múltiples variables basales. 

Modelo  

Área bajo la curva (AUC) 

Submuestra de 

entrenamiento  

(N= 537) 

Submuestra de 

validación  

(N= 230) 

Calibración interna*  

(N= 230) 

Estimado (IC 95%) Estimado (IC 95%) Estimado (IC 95%) 

Modelo B 0.71 (0.66 – 0.77) 0.75 (0.67 – 0.82) 0.68 (0.61 – 0.77) 

Modelo C 0.71 (0.65 – 0.76) 0.74 (0.67 – 0.81) 0.68 (0.57 – 0.76) 



 

 43 

Tabla 5. Análisis de sensibilidad de los modelos predictivos para el uso de VMI con 

iROX y múltiples variables basales según tiempo calendario. 

Modelo  

Área bajo la curva (AUC) 

Año 2020 (N= 141) Año 2021 (N= 84) 

Estimado (IC 95%) Estimado (IC 95%) 

Modelo A 0.68 (0.57 – 0.79) 0.69 (0.55 – 0.83) 

Modelo B 0.75 (0.66 – 0.84) 0.74 (0.61 – 0.87) 

Modelo C 0.75 (0.66 – 0.83) 0.72 (0.58 – 0.85) 

Modelo A: Método teórico; Modelo B: Método de LASSO; Modelo C: Método de backward selection. 

Análisis de sensibilidad según sede hospitalaria 

Por último, se exploró el rendimiento de los modelos predictivos según la variable 

sede hospitalaria. De este análisis, se pudo observar que el rendimiento de los modelos 

para la sede hospitalaria HRDC fue buena (rango de AUC: 0.83 a 0.84); para la sede 

HNAGV fue regular (rango de AUC: 0.75 a 0.80); y para la sede HAL fue fallida (rango 

de AUC: 0.52 a 0.60), ver Tabla 6. 

 

Tabla 6. Análisis de sensibilidad de los modelos predictivos para el uso de VMI con 

iROX y múltiples variables basales según sede hospitalaria. 

 

AUC 

Modelo A Modelo B Modelo C 

Estimado  

(IC 95%) 

Estimado  

(IC 95%) 

Estimado  

(IC 95%) 

HRDC (n= 62) 0.83 (0.67 – 0.99) 0.84 (0.72 – 0.97) 0.84 (0.69 – 0.98) 

HNAGV (n= 131) 0.75 (0.65 – 0.84) 0.80 (0.72 – 0.88) 0.79 (0.70 – 0.87) 

HAL (n= 32) 0.60 (0.23 – 0.97) 0.52 (0.12 – 0.93) 0.55 (0.20 – 0.89) 

AUC: Área bajo la curva; HRDC: Hospital regional del Cusco; HNAGV: Hospital Nacional Adolfo 

Guevara Velasco; HAL: Hospital Antonio Lorena.  
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VIII. DISCUSIÓN 

 

Del análisis realizado podemos plantear que, en general, los modelos construidos 

para VMI con iROX y variables basales, tuvieron un rendimiento de pobre a regular 

(rango de AUC entre modelos A, B, y C: 0.68 a 0.71) en los residentes a elevada altitud. 

Los valores obtenidos respecto a su rendimiento implican en salud que, se necesita 

mejorar los modelos predictivos, en términos de explorar otras variables, en futuros 

estudios para proceder con la validación externa y su posterior evaluación en el impacto 

clínico. Aún así, se consideró este estudio un primer acercamiento sobre la evaluación 

de características propias del paciente que son de fácil recolección y que su obtención 

no representa un mayor uso de recursos; teniendo en cuenta, un escenario de crisis 

sanitaria en el cual los recursos son escasos. 

 

Los rendimientos de los modelos construidos en el presente estudio fueron 

inferiores a los de los modelos construidos en los estudios de Aljouie et al. 2021 (17), 

He et al. 2022 (16), y Suttapanit et al. 2023 (18) (rango de AUC entre estudios: 0.78 a 

0.90) que tuvieron un rendimiento entre regular a bueno. Es posible que∫ la diferencia 

pueda ser explicada por la inclusión de variables laboratoriales y/o de imágenes en los 

modelos previamente descritos por otros autores, lo cual haya influenciado en obtener 

un mejor valor predictivo. Del mismo modo, es importante resaltar que nuestra 

población de estudio se caracterizó por no haber incluido a pacientes no fallecidos por 

COVID-19, siendo esta nuestra principal limitación.  
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Sobre la valoración de la utilidad de iROX en un modelo predictivo para VMI en 

población de elevada altitud, se observa que su utilidad podría no ser diferente en 

habitantes a menor altitud. Este estudio se sustenta en la hipótesis de que la inclusión 

del iROX en un modelo predictivo de uso de VMI podría mejorar el rendimiento del 

mismo modelo, y ser útil particularmente para residentes en elevada altitud (28, 49). 

Sin embargo, en este estudio se observó que el rendimiento del iROX en conjunto con 

otras variables predictoras al basal no derivó en un modelo “óptimo”, ello en 

comparación con el modelo construido por el estudio de Suttapanit et al. realizado en 

residentes a baja altitud (18). El estudio en mención tuvo un modelo con un rendimiento 

bueno (AUC: 0.90). Además, se evidenció una gradiente creciente e individual 

conforme pasaban las horas, llegando a tener un rendimiento excelente (AUC: 0.93) a 

las 24 horas de obtenido iROX para predecir VMI a los 7 días en pacientes con COVID-

19 (18). Aun así, los modelos B y C descritos en este estudio podrían ser útiles como 

una primera herramienta de tamizaje para establecer un posible uso de VMI 

independientemente de la altitud, dada su buena sensibilidad (77.05% a 76.38%, 

respectivamente), su accesible y fácil recolección de información al basal, y su 

metodología de obtención a bajo costo. Sin embargo, la baja especificidad de los 

modelos (56.44% a 55.91%, respectivamente) podría ocasionar el sobre uso del VMI, 

por lo cual, por lo que sería crítico el uso de una segunda herramienta que permita 

definir quienes usarían el VMI (dada la baja disponibilidad de ventiladores mecánicos). 

 

En este estudio, el modelo A (teórico) fue construido considerando predictores 

previamente incluidos en otros modelos (16-18, 45), resultando en un rendimiento 
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pobre (AUC: 0.68; IC95%: 0.62 – 0.73). Este resultado puede ser explicado por la única 

inclusión de variables disponibles en la base de datos del estudio madre, quedando 

excluidas así otros posibles predictores como: pulso, albúmina, recuentos sanguíneos 

completos, creatinina, entre otros (16-18). Es posible que, dichas variables no incluidas 

potencialmente hayan influenciado de forma importante y significativa en nuestro 

modelo teórico. No obstante, siguiendo la intención de valorar la utilidad diagnóstica 

de variables accesibles y cuya metodología de obtención es de bajo costo, se consideró 

pertinente la valoración de este modelo. 

 

El modelo B incluyó 11 predictores entre ellos: sociodemográficos (edad y sexo), 

clínicos (diabetes y enfermedad neurológica crónica y neuromuscular), 

sintomatológicos (fiebre o escalofríos, dolor de garganta, cefalea, dolor muscular, dolor 

de pecho y artralgia), y el iROX; resultando en un rendimiento regular (AUC: 0.71). 

Un estudio con resultados similares, fue el descrito por He et al., el cual desarrolló y 

validó un modelo para predecir VMI/ECMO (16). El modelo parsimónico incluyó 10 

variables, entre sociodemográficas, temperatura (en nuestro estudio se utilizó fiebre 

como proxi), y dos de los componentes del iROX (FR, SpO2) (16); reportando un 

rendimiento regular (AUC: 0.78) (16). Asimismo, tenemos al estudio de Aljouie et al. 

que evaluó la capacidad predictiva para la necesidad de VMI, mediante la construcción 

de un modelo de 20 variables predictoras, logrando un AUC de 0.82, lo cual indicó un 

rendimiento bueno (17). El estudio de Suttapanit et al. evaluó la capacidad predictiva 

para VMI a 7 días, incluyendo 4 variables dentro de su modelo entrenado, resultando 

en un rendimiento excelente (AUC: 0.90; IC95%: 0.87 – 0.93) (18).  
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La ligera variabilidad del rendimiento entre los modelos de los estudios previos y 

del modelo B, pudo ser debido a la inclusión de variables predictoras laboratoriales. En 

el caso del estudio de He et al. (16) se consideró la inclusión del nitrógeno ureico en 

sangre y albúmina; el estudio de Aljouie et al. (17) incluyó datos combinados del 

conteo sanguíneo completo (el cual incluye: albúmina, nitrógeno ureico en sangre, 

hematocrito o recuento de hematíes, parámetros de concentración o valores relativos 

de hemoglobina, y recuento de glóbulos blancos) y gravedad de la imagen de rayos X 

de tórax. En el estudio de Suttapanit et al. (18), se incluyó concentraciones de 

interleucina-6 y puntuación de SOFA sin valoración respiratoria. A pesar de que, en 

los estudios previos incluyeron variables laboratoriales en sus modelos, estos parecen 

no ser una garantía de un rendimiento excelente. Es importante resaltar que, el uso de 

predictores laboratoriales y de imagen implica el uso de recursos hospitalarios; los 

cuales, no siempre están disponibles para informar decisiones de forma rápida. Por 

tanto, es plausible considerar que el modelo B desarrollado y validado en este estudio 

se constituya como una opción “aceptable” y comparable, puesto que, utiliza 

información de bajo costo de recolección y de fácil medición. En particular, este tipo 

de modelos podría favorecer notablemente la capacidad de tomar decisiones 

informadas en escenarios de emergencia y escasos recursos. A futuro, recomendamos 

la exploración del modelo B desarrollado y evaluado en este estudio.  

 

El modelo C estuvo contenido en el modelo B. En este último, no se incluyeron 

las variables de diabetes, enfermedad neurológica crónica y neuromuscular, fiebre, 
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dolor de garganta, y dolor muscular. Esto podría sugerir que, el aporte de dichos 

predictores es mínimo, y que su inclusión podría ser explicado por el método estadístico 

usado. A la luz de lo observado, el modelo C podría consolidarse como el modelo de 

elección y, por ende, requeriría de evaluaciones y validaciones futuras. Puesto que, 

siguiendo el principio de parsimonia no incluye numerosas variables, lidia con el 

sobreajuste de variables, y contrarresta con la probabilidad de subreporte de las 

variables en mención (comorbilidades, signos o síntomas). 

 

Respecto a la población que usó VMI en este estudio fue el 24.1%; lo cual puede 

ser reflejo de múltiples factores. El uso podría estar condicionado por la disponibilidad 

del equipamiento para brindar la intervención, por decisiones clínicas, o incluso por 

una alta tasa de mortalidad por COVID-19 en pacientes con enfermedad moderada a 

crítica. El estudio de Alberdi-Iglesias et al. 2021 reportó un porcentaje similar de 

pacientes fallecidos por COVID-19 que usaron VMI (35.3%) (19). Lo cual, podría 

sugerir una problemática existente durante la pandemia tanto a nivel internacional 

como nacional, que fue el escaso abastecimiento del sistema de salud. Básicamente, en 

términos de personal de salud, medicamentos, dispositivos y equipos médicos (15, 50), 

con énfasis en ventiladores mecánicos para la atención de pacientes con COVID-19. 

La falta de recursos generó la necesidad de priorizar el uso de los mismos, 

particularmente favoreciendo a los pacientes con mejor pronóstico (que podrían ser en 

este caso los pacientes con COVID-19 moderado o severa). Siendo esta regla de 

decisión una de las más debatidas, y probablemente una de las más alejadas de una 

atención de calidad. Por lo que, a pesar de, ser un porcentaje aparentemente manejable 
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para uso VMI, el sistema de salud peruano colapsó, observándose una alta tasa de 

mortalidad a nivel nacional entre los pacientes con COVID-19 (4.9%) (51).   

 

Por otro lado, si bien el objetivo de este estudio de tesis no es la interpretación de 

los resultados desde un punto de vista causal; de forma consistente e 

independientemente de la estrategia usada para crear los modelos se observa que; el 

incremento de una unidad del iROX se relaciona con una posibilidad disminuida de 

VMI. En términos generales, diversos estudios han sugerido que; a mayor puntaje del 

iROX la condición respiratoria del paciente mejora, y por ende habría un mejor 

pronóstico de la enfermedad (39, 52, 53). En ese sentido, nuestras observaciones 

coinciden con lo ampliamente reportado.  

 

Aunque, este estudio no pretendió establecer puntos de corte para determinar el 

valor predictivo del iROX, se han revisado dos tesis realizadas en Perú, cuya población 

son pacientes con COVID-19 que habitan a elevadas altitudes. En dichos estudios, se 

observa que un iROX ≤ 11.02 predice mortalidad dentro de los 30 días (20), y que a un 

valor <10.8 predice intubación orotraqueal dentro de los tres primeros días de 

hospitalización (21). Sin embargo, estos puntos de corte podrían ser arbitrarios debido 

a que, para establecerlos es necesario definir y validar valores de referencia en 

población “sana” que reside en la altura, principalmente. De acuerdo a nuestro mejor 

conocimiento, a la fecha no se tiene un estudio de validación que proponga valores 

referenciales para individuos viviendo en altura. Por tanto, frente a esta falta de 

validación, en este estudio el iROX fue manejado de forma numérica, brindándose así 
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una primera aproximación que puede ser utilizada con precaución en poblaciones con 

características similares a las descritas en este estudio. 

 

Finalmente, este estudio está afectado por múltiples limitaciones. A continuación, 

cada una es desarrollada; 

Primero, al ser este un estudio predictivo que analizó datos de forma secundaria, 

no se pudo obtener mayor información que la información extraída por el estudio 

madre. Hubiera sido importante obtener información como los valores de iROX 

medidos a diferentes horas completos para cada paciente. De este modo, poder 

potenciar los modelos construidos. No obstante, en el presente estudio buscamos 

indagar la utilidad de variables que no representen un mayor uso de recursos, y 

consideramos que los resultados descritos aquí pueden servir en futuros estudios.  

Segundo, en un escenario ideal, la medición de los componentes del iROX en cada 

uno de los hospitales de referencia debería haber sido realizado con instrumentos 

similares y debidamente calibrados; no obstante, se consideró que la información 

recolectada es de utilidad y suficientemente válida considerando que este estudio de 

tesis brinda una primera aproximación.  

Tercero, el uso de VMI, la capacidad y disponibilidad de atención en los diferentes 

hospitales estudiados pudo haber sido diferente a lo largo del periodo de estudio. 

Debido al estado de emergencia por COVID-19, los ventiladores mecánicos tuvieron 

una gran demanda, por lo que, los médicos tuvieron que priorizar su uso según la 
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gravedad, pronóstico del paciente, disponibilidad, entre otros factores. Con el propósito 

de corroborar que tanto varían los rendimientos para cada uno de los modelos 

entrenados, se consideró un análisis de sensibilidad según la variable sede hospitalaria 

(ver Tabla 6). De estos resultados, se observa una afectación del rendimiento debido 

al tamaño de muestra reducido entre sedes, y una superposición entre los intervalos de 

cada uno de los modelos. De acuerdo a lo observado, es recomendable valorar la 

utilidad de los modelos construidos con un mayor tamaño de muestra, desde un punto 

de vista poblacional y no estratificado. También, es factible considerar que nuestros 

resultados sigan estando afectados por características diferentes entre los hospitales 

estudiados.  

Cuarto, al ser un estudio secundario no fue posible contar con la información de los 

pacientes no fallecidos. Consecuentemente, no se pudo estimar la ocurrencia del evento 

en los sobrevivientes, de modo que, las estimaciones realizadas en el presente estudio 

podrían suponer una sobre-estimación del uso de VMI. Aún así, consideramos valiosa 

la inclusión de pacientes que presentaron un peor pronóstico de la enfermedad por 

COVID-19 a la admisión hospitalaria, dada las características de la población que en 

su mayoría fueron pacientes ≥ 60 años, con una severidad modera o severa; lo cual nos 

indicaría la necesidad de un mayor seguimiento y cuidado de progresión de la 

enfermedad. Ante esta limitación, se realizó la calibración interna de los modelos 

construidos, para ajustar los rendimientos observados. Por otra parte, es inevitable 

observar que en nuestros modelos construidos la edad correlaciona de forma inversa 

con el uso de VMI. Estudios establecen que a mayor edad se incrementa el riesgo de 
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gravedad de los desenlaces de la enfermedad (54, 55). Esto puede ser debido a que, la 

población estudiada aquí fueron pacientes fallecidos por COVID-19. Es plausible 

considerar que; los esfuerzos para preservar la vida pudieron haber estado sesgados 

hacia pacientes jóvenes, pues en comparación con adultos mayores, tendrían una mayor 

probabilidad de recuperación, un sistema inmunológico menos frágil, menos 

comorbilidades, y menos polifarmacia. Asimismo, es razonable pensar que este tipo de 

sesgo estuvo influenciado por momentos de escasez de recursos sanitarios; por lo cual, 

el “reducido” uso de VMI en pacientes mayores de 60 años podría no ser 

necesariamente real. 

Quinto, para los fines de este estudio hubiera sido idóneo valorar la indicación de 

VMI según el criterio clínico y evaluación del medico tratante, pero solo se tuvo la 

información de quien uso o no uso el ventilador mecánico. Situación que se declara 

para la consideración del lector a la hora de valorar los resultados obtenidos.  

Por último, la atención y manejo médico fue cambiando con el curso del tiempo, 

esto afectado por la incidencia variable de casos, la disponibilidad de recursos, la 

emergencia de nuevas variantes virales, el tratamiento médico, entre otros. Este 

escenario generó una fuente compleja de factores dinámicos que podría repercutir sobre 

el modelo de predicción establecido. Con el propósito de preliminarmente validar la 

robustez de los modelos, planteamos un análisis de sensibilidad por periodos de tiempo. 

Los resultados sugieren que los modelos de predicción seleccionados fueron robustos.  
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En general, las limitaciones descritas afectan directamente sobre la 

interpretabilidad de la utilidad clínica de los modelos construidos; aun así, los hallazgos 

derivados de este estudio brindan una primera aproximación sobre la posible utilidad 

del iROX y otros factores para predecir el uso de VMI en pacientes hospitalizados y 

fallecidos por COVID-19 que residen a elevada altitud. 

  



 

 54 

IX. CONCLUSIONES 

 

Se concluye que, los modelos construidos usando variables predictoras basales y 

el iROX para predecir el uso de VMI en residentes a elevada altitud tuvieron un 

rendimiento regular, que, después de la calibración interna pasaron a tener un 

rendimiento pobre.  
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X. RECOMENDACIONES  

 

Se recomienda continuar con la evaluación de variables cuya metodología de 

obtención es de bajo costo como potenciales predictores de VMI, y su posterior 

validación. 

 

Se recomienda la ejecución de estudios que generen nuevos modelos predictivos 

utilizando variables las laboratoriales, para el mejoramiento del modelo propuesto en 

este estudio.  

 

Se recomienda la ejecución de estudios que establezcan niveles de referencia y la 

utilidad del iROX en individuos que residen al nivel del mar o a diferentes altitudes. 
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XII. ANEXOS  

1. Anexo 1: Carta de autorización para el uso de la data del estudio madre, 

GERESA Cusco. 
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2. Anexo 2: Instrumento de recolección de datos. 

 

 

 

 

 

 

 



 

 

 

3. Anexo 3. Exploración de la asociación entre predictores basales y el uso de VMI en residentes a elevada altitud 

utilizando una cohorte de pacientes fallecidos por COVID-19. 

Variables 

Muestra general 

(N= 767) 

Submuestra de entrenamiento  

(N= 537) 

Submuestra de validación  

(N= 230) 

OR (IC 95%) p-value OR (IC 95%) p-value OR (IC 95%) p-value 

Edad 0.96 (0.94 - 0.97) <0.001 0.95 (0.94 - 0.97) <0.001 0.95 (0.93 - 0.98) <0.001 

Edad (años)       

 < 60 Ref.  Ref.  Ref.  

 ≥ 60 0.35 (0.25 - 0.50) <0.001 0.39 (0.26 - 0.59) <0.001 0.28 (0.15 - 0.52) <0.001 

Sexo       

 Mujer Ref.  Ref.  Ref.  

 Varón 1.74 (1.18 - 2.57) 0.005 2.30 (1.40 – 3.77) 0.001 1.04 (0.54 - 1.97) 0.912 

Severidad de la enfermedad       

 Moderada / severa Ref.  Ref.  Ref.  

 Crítica 1.21 (0.86 - 1.69) 0.275 1.06 (0.70 - 1.59) 0.781 1.62 (0.88 – 2.98) 0.120 

Sede hospitalaria       

 HRDC Ref.  Ref.    

 HNAGV 9.41 (4.84 – 18.29) <0.001 8.85 (3.99 – 19.60) <0.001 10.85 (3.23 – 36.47) <0.001 

 HAL 5.04 (2.28 - 11.10) <0.001 5.34 (2.08 – 13.71) <0.001 4.37 (1.02 – 18.80) 0.0.48 

Comorbilidades (Ref. No)       

 Enfermedad cardiovascular, 

HTA 
1.03 (0.72 - 1.48) 0.856 0.70 (0.44 - 1.10) 0.126 2.29 (1.22 – 4.29) 0.009 

 Diabetes 1.24 (0.83 - 1.86) 0.284 1.25 (0.78 – 2.02) 0.354 1.23 (0.58 - 2.59) 0.587 
 Enfermedad hepática 1.34 (0.47 – 3.86) 0.586 1.21 (0.32 – 4.64) 0.778 1.59 (0.28 – 8.95) 0.596 

 Enfermedad neurológica crónica 

y neuromuscular 
0.63 (0.21 – 1.87) 0.407 0.35 (0.08 – 1.52) 0.160 3.23 (0.44 – 23.46) 0.247 

 Inmunodeficiencia, VIH 6.45 (0.58 - 71.61) 0.129 - - - - 



 

 

 

 Enfermedad pulmonar 

obstructiva crónica 
0.34 (0.12 – 0.97) 0.043 0.23 (0.05 – 0.96) 0.045 0.68 (0.14 – 3.26) 0.633 

 Cáncer 0.98 (0.32 - 3.05) 0.977 1.30 (0.40 - 4.21) 0.664 - - 

Número de comorbilidades       

 0 Ref.  Ref.  Ref.  

 1 1.01 (0.70 - 1.45) 0.961 0.68 (0.43 – 1.06) 0.092 2.41 (1.24 – 4.66) 0.009 
 ≥ 2 1.11 (0.66 – 1.89) 0.688 0.89 (0.48 - 1.67) 0.727 2.02 (0.74 – 5.50) 0.170 

Síntomas (Ref. No)       

 Fiebre o escalofríos 1.63 (1.16 – 2.29) 0.005 1.69 (1.12 – 2.54) 0.012 1.49 (0.80 – 2.78) 0.205 
 Tos 0.87 (0.60 – 1.27) 0.476 1.06 (0.70 - 1.67) 0.811 0.55 (0.27 – 1.08) 0.084 
 Dolor de garganta 1.45 (1.03 – 2.05) 0.035 1.25 (0.82 - 1.89) 0.298 2.05 (1.09 - 3.83) 0.024 
 Congestión nasal 0.92 (0.57 - 1.50) 0.752 0.70 (0.38 - 1.30) 0.260 1.55 (0.70 – 3.42) 0.275 
 Dificultad respiratoria 1.61 (0.88 - 2.93) 0.121 1.65 (0.84 - 3.25) 0.149 1.47 (0.40 – 5.31) 0.559 
 Malestar general 1.35 (0.91 – 2.00) 0.139 0.98 (0.62 - 1.55) 0.943 3.21 (1.36 – 7.56) 0.007 
 Diarrea 1.05 (0.62 – 1.77) 0.851 1.05 (0.56 - 1.95) 0.875 1.05 (0.40 – 2.80) 0.915 
 Nausea o vómitos 0.64 (0.34 – 1.19) 0.162 0.40 (0.16 - 0.95) 0.039 1.34 (0.52 – 3.42) 0.543 
 Cefalea 1.50 (1.07 – 2.10) 0.019 1.42 (0.95 – 2.14) 0.086 1.68 (0.90 – 3.13) 0.099 
 Irritabilidad o confusión 0.83 (0.51 – 1.36) 0.457 1.08 (0.61 - 1.89) 0.796 0.39 (0.13 – 1.16) 0.091 
 Dolor muscular 1.79 (1.21 - 2.64) 0.004 2.20 (1.38 - 3.49) 0.001 1.06 (0.49 - 2.27) 0.880 
 Dolor abdominal 0.62 (0.28 – 1.35) 0.230 0.73 (0.31 – 1.71) 0.473 0.30 (0.04 – 2.41) 0.259 
 Dolor de pecho 1.85 (1.32 - 2.59) <0.001 1.70 (1.14 - 2.55) 0.009 2.27 (1.22 – 4.21) 0.009 
 Artralgia 2.98 (1.82 – 4.90) <0.001 2.94 (1.61 - 5.37) <0.001 3.08 (1.29 – 7.34) 0.011 

Frecuencia cardiaca 

(latidos/minuto) 
1.01 (0.99 - 1.02) 0.142 1.01 (0.99 - 1.02) 0.189 1.00 (0.99 - 1.02) 0.500 

iROX 0.97 (0.94 - 1.00) 0.052 0.98 (0.94 – 1.01) 0.240 0.95 (0.89 - 1.01) 0.0.81 

Regresión logística. 

 

HRDC: Hospital regional del Cusco; HNAGV: Hospital Nacional Adolfo Guevara Velasco; HAL: Hospital Antonio Lorena; HTA: Hipertensión 

arterial; VIH: Virus de la inmunodeficiencia humana; VMI: Ventilación mecánica invasiva; iROX: Índice de oxigenación de la frecuencia 

respiratoria. 

 



 

 

 

4. Anexo 4. Curvas ROC de los modelos construidos para predecir el uso de VMI 

con iROX y variables basales, en residentes a elevada altitud utilizando una 

cohorte de pacientes fallecidos por COVID-19 (submuestra de entrenamiento). 

 

 

* Los valores de AUC especificados, corresponden a los siguientes modelos: i. Modelo A: 

“logitA ROC area”, ii. Modelo B: “logitB ROC area”, iii. Modelo C: “logitC ROC area”. 



 

 

 

5. Anexo 5a. Curvas ROC del modelo B para predecir el uso de VMI con iROX y 

variables basales, en residentes a elevada altitud utilizando una cohorte de 

pacientes fallecidos por COVID-19. 

(i) 

(ii) 



 

 

 

(iii) 

(i) Curva ROC de la submuestra de entrenamiento, (ii) Curva ROC de la submuestra de 

validación, (iii) Curva ROC de la calibración interna.  

  



 

 

 

6. Anexo 5b. Curvas ROC del modelo C para predecir el uso de VMI con iROX y 

variables basales, en residentes a elevada altitud utilizando una cohorte de 

pacientes fallecidos por COVID-19. 

(i) 

 (ii) 



 

 

 

 (iii) 

(i) Curva ROC de la submuestra de entrenamiento, (ii) Curva ROC de la submuestra de 

validación, (iii) Curva ROC de la calibración interna.  



 

 

 

7. Anexo 6a. Curvas ROC de los tres modelos construidos para predecir el uso de 

VMI con iROX y variables basales, en residentes a elevada altitud utilizando una 

cohorte de pacientes fallecidos por COVID-19, análisis de sensibilidad según 

periodo 2020 (N= 230, submuestra de validación). 

 

* Los valores de AUC especificados, corresponden a los siguientes modelos: i. Modelo A: 

“logitA ROC area”, ii. Modelo B: “logitB ROC area”, iii. Modelo C: “logitC ROC area”.  



 

 

 

8. Anexo 6b. Curvas ROC de los tres modelos construidos para predecir el uso de 

VMI con iROX y variables basales, en residentes a elevada altitud utilizando una 

cohorte de pacientes fallecidos por COVID-19, análisis de sensibilidad según 

periodo 2021 (N= 230, submuestra de validación). 

 

* Los valores de AUC especificados, corresponden a los siguientes modelos: i. Modelo A: 

“logitA ROC area”, ii. Modelo B: “logitB ROC area”, iii. Modelo C: “logitC ROC area”. 


